
机器学习

是什么?

★ 机器学习可以利用 [已有的数据] 进行 [学习] 

获得一个训练好的 [模型]/ "类似于人类的经验", 然后可以利用此模型 [预测] 未来的情况.

一些概念

变量

连续型 <无限>

经验而言, [有度量单位的变量] 一般都是连续型变量.

数值型

身高、体重  

PS-它还可按照数值区间分类 eg:少年、青年、中年、老年

离散型 <有限可列/分类数据>

数值型 掷骰子的点数

非数值型

有序: 类别之间有级别顺序之分 尺码、学历

无序: 每个类别都是等同的 血型、性别

描述统计

集中趋势描述

反映一组数据向其 [中⼼值] 靠拢或聚集的程度

该程度通常使用均值、中位数和众数等指标来表示.

离散趋势描述

反映一组数据向其中⼼值偏离的程度 / 一组数据的稳定度

该程度通常使用方差或标准差等指标来表示

标准差/方差/协方差

标准差std 一个特征/一列 的每一项与该列均值相减的平方之和除以该列个数之后再开根号.. 

方差var 不开根号.. 方差大概就是一些点在一个维度的偏差, 越分散的话方差越大. / 方差还可表示信息量的大小

协方差

如果有 X,Y两个随机变量 (两组 数据)

"X"每个元素值与其均值之差 乘以 "Y"每个元素值与其均值之差 得到一个乘积.

再对这个乘积求期望值(期望值可简单认为就是求均值)..

协方差可以衡量 [两个变量] 的 [变化趋势] 是否一致.. 

如果协方差为正值, 表示X和Y的变化趋势是一致的

即当一个变量增加时, 另一个变量也会增加;

如果协方差为负值, 表示X和Y的变化趋势是相反的, 

即当一个变量增加时, 另一个变量会减小;

如果协方差接近于0

表示X和Y之间的变化趋势无明显的线性关系.

特征与标签 楼层、面积、采光率 (特征) -- 决定 -- 售价 (标签)

算法模型

有监督模型 特征+标签  

无监督模型 有特征、无标签

维度

数据的维度 shape返回的结果就是数据的维度

特征维度 样本数据中特征列的数量, 就是特征的维度

数据集二八切分

8用于训练,2用于检测训练出的模型的好坏

stratify = y 一般用在分类场景上, 确保 切分后 y_train 以及 y_test 中的 0 和 1 的比例与切分前 y 中的比例一致 

(假如数据集标签的类别只有两类 用0和1表示)

特征工程

特征抽取/特征值化 [对某一列进行处理]

因为数值型数据才能进行相关的数学运算,所以需要将样本中 [非数值形式] 的特征 [转换] 成模型可以接收的 [数值] 形式

独热编码 应用于 无序

比如 一个颜色特征有红黄蓝三种值,独热编码的结果就是

1列变红黄蓝3列,每个样本在对应颜色上写1,其余写0

标签编码 应用于 有序 比如 一个尺码特征M L XL,独热编码的结果 类似于map映射 1 2 3

文本向量化

若特征的值不是一个单词,而是一段话一个文本呢?

就需要使用文本向量化来进行特征提取.  结果是1列变多列.

两个方案: 基于-词频 & 基于-权重(在语料库中的重要程度)!!

特征无量纲化 [对多列进行处理]

认为多个特征同等重要,想要减少 纲量(通常是特征之间数值大小差异) 对建模效果的影响.

第一列5位数 第2列2位数 模型训练也就是需要

基于这组样本数据进行相关的数学运算..  

那么模型训练过程中就会偏爱第一列, 运算结果

很容易受到第一列的影响, 第2列对生成模型的效

果的影响就不大了!!

归一化

如果出现了异常值则会响应特征的最大最小值, 

那么最终结果会受到比较大影响.

(df[0]-df[0].min())/(df[0].max()-df[0].min())

标准化

如果出现异常点, 由于具有一定的数据量, 少量的异常点

对于平均值的影响并不大, 从而标准差改变比较少..

(df[0] - df[0].mean())/ np.std(df[0])

根据公式可知, 归一化会受异常值（极大值、极小值）的影响, 标准化对异常值不敏感.   

So, 建议先试试看StandardScaler标准化, 效果不好再换MinMaxScaler归一化..

★ 注意: 若先对数据集进行二八分,以标准化为例, 测试集特征的归一化,应使用训练集特征归一化得到的均值和标准差!!

    因为测试集模拟的是真实环境,在该环境中是很难得到均值和标准差的!!

特征选择 

[对多列进行处理]

排除多个特征中对机器学习无意义的特征 降维/降低特征的个数

无意义的特征 分为两个方面: 以房价预测为例. -1- 冗余 - 楼层、高度 ; -2- 噪点 - 户主血型.. 

人为的根据经验对相关的特征进行主观选择, 简单的业务场景ok,复杂的直接拉闸!

方差过滤

通过计算特征的方差, 来评估特征的重要性..

★特征列数据对比 - 方差大的 - 离散程度高/波动大/携带信息量大

如果一个特征的方差很小, 则意味着这个特征数据中很可能有大量取值都相同, 这种特征就不带有有效信息..

只保留方差大于我们设定的阀值的特征

Q: 如何设定最优的阀值?/如何知道过滤掉的是有效特征还是无意义的特征呢?

A: 穷举法, 画学习曲线..

穷举不同的threshold值作用在方差过滤的特征选择中, 在模型中表现最好的hreshold值就是最优阀值..  

但现实中, 我们往往不会这样去做, 因为这样会耗费大量的时间!

我们只会将阈值设定为0或者很小, 来为我们优先消除一些明显用不到的特征, 然后再选择更优方法来进行特征选择!!

PCA

几个重要概念

可解释性方差

指的是PCA模型能够解释的方差大小

其值并不是每一列新特征的方差.. 具体怎么算的,不用管

可解释性方差贡献率

可解释性方差贡献率 值越大,在建模过程中的重要性就越大!!

每一列可解释方差大小 除以 可解释方差之和.   

降维后的每个新特征向量所占的信息量(即方差) 占 原始数据总信息量 的百分比

目标: 降低特征维度的同时,保留大部分有效的信息.  <方差就是信息>

每一列新特征上方差大小之和 尽可能等于 原始数据每列方差大小之和 

算法实现

计算特征数据的 协方差矩阵, 求协方差矩阵的 特征值 和 特征向量 , 进而确定 主成分 (即新的特征)的个数..   

特征向量 - 就是新特征; 特征值 - 就是每一列新特征的可解释性方差; 

Q: 我们希望数据在新坐标轴上 [投影] 的方差尽可能大, 因此往往选取前n个最大特征值所对应的特征向量.   

将得到的特征值从大到小排序, 对应的特征向量就是第一个主成分、第二个主成分... 以此类推.   

如何设定最优的n_components? / 保留多少个维度特征是最好的?

A: 累积可解释性方差贡献率曲线.

PCA主成分分析使用的注意事项

PCA是将已存在的特征进行压缩, 降维完毕后的特征不是原本的特征矩阵中的任何一个特征. 

而是通过某些方式组合起来的新特征, 新特征矩阵生成之后也不具有可读性!!  

新特征虽然带有原始数据的信息, 却已经不是原数据上代表着的含义了!! 

因此需要特别注意, PCA一般不适用于探索特征和标签之间的关系的模型中(如线性回归).   

因为它无法解释的降维后的新特征和标签之间存在的关系是否和降维前是否一致

大白话

你就理解成 原本数据是4维的 我pca将这些数据打乱重组 形成了一个新的4维数据 但是第一维/第一列的数据保留了原始数据绝大多数的特征..

然后 我pca若指定了n_components, 是几就取前几个

皮尔逊相关系数

相似性

"相似性" 通常是指两个变量在变化模式上的一致程度..   

这不仅包括它们的方向（正向或负向变化）, 还涉及它们的变化幅度和比例

比如:A从1000到10和B从1到0.01

同向且变化幅度一致(倍数)!

协方差只提供了方向上的信息, 而不能全面反映变化的程度..   

皮尔逊相关系数将协方差标准化, 使得它的值在[-1, 1]之间, 不受变量单位影响..

皮尔逊相关系数就是用X、Y的协方差除以两个变量的标准差得到的..  

之所以除以两个变量的标准差是为了剔除了两个变量量纲的影响.

如果两个变量的相关系数接近于1或-1, 表明它们在变化模式上非常相似.. 应保留, 相关性低的在特征选择中排除..

注意事项

相关系数仅能捕捉两组连续性数据之间的 [线性关系], 意味着 特征和标签都得是 连续型变量..

因此, 在回归预测中相关系数可以有一定的用武之处 ; 在分类场景中适当使用,即可能有用可能没用..

相关系数无法解决 多重共线性 问题. 比如数据集中存在高度相关的特征 (房价预测中的高度和楼层)

Q: 皮尔森相关系数的公式中已经有消除数据纲量化影响的操作了, 那么还需标准化、归一化吗？

A: 需要, 减少异常值影响、减少内存占用,提高计算效率..

F检验

F检验用于表示特征与标签的显著关系, 该显著关系不是指线性关系   

该显著关系是通过特征与标签两组数据之间方差的差异来衡量的!! (方差差异 也叫作 不同组间均值的差异). 

F检验的公式是啥、公式咋演算推导的都不重要, 知道其作用即可!!

F检验和皮尔森相关系数实现特征选择的区别

皮尔逊相关系数用于衡量特征与目标变量之间的线性关系强度和方向

F检验则通过比较不同组间均值的差异来评估特征是否与目标变量存在显著关联,

不考虑是否存在线性关系..

F检验是仅仅是基于方差的比较, 不考虑特征和目标变量之间是否存在线性关系.   

因此, 也经常被用在回归预测场景下的特征选择中, 适当用在分类场景中..

卡片过滤

它通过计算特征和目标变量之间的卡方统计量来评估特征与目标变量之间的相关性. 

卡方过滤的公式是啥、公式咋演算推导的都不重要, 知道其作用即可!!

卡方过滤适用于特征和目标变量都是离散型的情况 (分类任务)

互信息

互信息法是用来捕捉每个特征与标签之间的任意关系(包括线性和非线性关系)的过滤方法.  

互信息的公式是啥、公式咋演算推导的都不重要, 知道其作用即可!!

互信息法会返回 "每个特征与目标之间的互信息量的估计", 这个估计量在[0,1]之间取值.  

为0则表示两个变量独立, 为1则表示两个变量完全相关

和F检验相似, 它既可以做回归也可以做分类, 但互信息法比F检验更加强大

特征工程让机器学习更容易找到规律,生成的模型

更好!!   

即特征决定了机器学习的上限, 而模型和算法只

是逼近这个上限而已

KNN/K近邻居算法

★ 尽管KNN分类模型是有监督模型, 但参与KNN的数据集的标签是数值非数值都行!! 标签是数值还是非数值都不影响模型!

应用场景

分类问题: 将一个未知类别的样本归属的一个已知的类别

机器学习中, 分类问题的 目标/标签数据 是离散型的类别数据, 表示一些具体的类别
分类的决策是 - 分类表决

回归的决策是 - 均值法

KNN 常用于样本量较小或特征空间/维度较小的分类问题中

股票降低升高 -- 分类; 股票多少 -- 回归; 

天气预报有无雨 -- 分类; 天气预报降雨量多少 -- 回归;

原理

-1- 先算未知样本点与所有已知类别样本点的距离.   

-2- 将得到的距离从小到大的排序, 找到距离最近的K个样本点..  

-3- 看这k个样本点所处的类别, 进行个数统计, 谁最多, 未知点就属于哪个类别! 

说白了, 就是未知点与所有已知点的距离

选取前K个近邻点, 根据权重进行投票

注意: k值不同, 得到未知点的类别也可能不同.. 

eg: k=3时,最近的3个点中最多的是三角形; k=5时,最近的5个点中最多的是正方形..

模型超参数

n_neighbors（K值）

weights（权重）

用于指定最近邻样本的投票权重

"uniform"（所有样本的权重相等）和"distance"（给更近的邻居更高的权重）

"distance"考虑了距离更近的邻居对分类的重要性

可以在样本数量较少或数据类别分布不平衡的情况下提高模型性能

metric（距离度量）

闵可夫斯基距离可以根据具体情况灵活选择参数p来平衡距离衡量的效果.

(P=1曼哈顿距离、P=2欧式,当然P可设置为1.1 1.2之类的) 

一般来说,欧氏距离适用于连续性且量纲相同的数据;

曼哈顿距离适用于具有离散性特征或有不同量纲的数据;

Q:所有特征中既有连续形特征又有离散形特征.那我用哪个度量单位呢?

A:只能试!!因为你压根不知道当前数据集在空间中的分布情况是怎样的.不同的数据集情况不一样,哪个效果好就用哪个!!

交叉验证

因为只进行一次测试评估可能会存在一定的偶然因素. 因此，交叉验证申请出战！

-1- 将打乱的数据平均分割成K个等份 (一般分为5份 也就还是二八分)

-2- 使用1份数据作为验证数据,其余4份作为训练数据

-3- 进行模型评估

-4- 重复2、3步骤, 直到每个等分都充当过验证集为止

-5- 对准确率做平均

可结合交叉验证来画学习曲线 选取到最优的模型参数n_neighbors/k值!!

优缺点

优

KNN 是一种简单而直观的算法, 易于理解和实现

KNN 不对数据的分布做出任何假设, 适应性强

劣

为了现实分类, KNN需要计算新样本与每个训练样本特征之间的距离

当训练集很大时, 计算量会很大, 会占用较大的内存空间.

KNN依赖于距离度量, 所以需要对数据进行标准化或归一化处理, 以消除各个特征的差异性

不适合应用在样本类别分布不均衡的场景:

当训练集中, 某一个类别样本占比很大, 其他类别样本占比很小, 分类精度会大打折扣

回归模型

回归问题对应的的样本数据的标签是连续型的值; 分类问题对应的标签是离散型的值!! 

线性算法与KNN的不同/回归与分类的不同

KNN 

横轴和纵轴是两个特征,样本类别用颜色或符号区分..其类别标记是离散的! 

eg: 身高体重与某种疾病之间的关系!

线性算法

纵轴就是输出了! 因为研究的是连续空间的问题,SO,会单独占用一个坐标轴!

横轴是一个特征向量! eg: 面积、楼层与房价!

KNN和线性算法都可用于分类任务和回归任务. 

但KNN更关注空间位置关系 So,KNN更擅长分类; 

线性算法更强调时间或逻辑上的先后关系, So, 线性算法更擅长回归!

★ 关于民主投票的策略

KNN - 是点到点的距离 - 找K个近邻点 - 线性,类别; 回归,均值

一元、多元、多项式 - 都可化简为找到二维坐标

中的一条最优线(直线、曲线) 是点到线的距离

线性回归模型对应方程/模型

一元线性回归

房价=w·面积+b

y = wx + b

多元线性回归

以二元线性回归举例

总成绩=0.7*考试成绩 + 0.3*平时成绩

y = w1·x1 + w2·x2

多元线性回归的方程可通过线性代数化简成 

一元线性回归的方程的样子   ☆ Y = XW^T

⚠  此时映射到二维坐标里的横轴就是一个向量! 

    即 x = [1,x1,x2,...,xn] 是数据集中某一个样本的特征向量值!

为了方便理解, 以二元线性方程为例, 你可以看图中右下角的正方形

从上往下看 它可将三维空间中的点 映射到一个面中!!

多项式回归
通过变量替换将 替换成 替换成 即

在图中展示 就是一个曲线/抛物线.. 是非线性的.. 但我们通过变换将非线性回归 转化成了线性回归!!

- ◎ 一元可以对特征升维变成多项式 <特征升维>

  y = wx + b 通过对x进行平方,就有了二个特征 x和x^2, 即 y = w1x^2 + w2x + b

- ◎ 多项式可以通过变量替换降次变成多元  <降次>

  通过变量替换 x^2替换成x1, x替换成x2, 即 y = w1x1 + w2x2 + b

- ◎ 多元可以通过线性代数变成一元 <特征降维>

  即 y = XW^T

方程/模型参数 最优解

求解最小损失<距离就是损失/误差>

引出问题, 在前面我们提到了
一元可以对特征[升维]变成多项式、多项式可以通过变量替换[降次]变成多元、多元可以通过线性代数[降维]变成一元

其实说到底, 不管怎样升维降次降维, 最后关键的关键就在于求方程最优解/拿到最好的模型. 如何做呢? 这需要一个评判标准!

★评判标准
m是样本数, yi是标签值/真实值, yi^是通过模型得到的预测值

该目标函数,也是量化损失/损失函数 即误差平方和/残差平方和 = 真实结果 和 预测结果 差异平方的累加和

最优解思路

★ 距离就是误差

一元回归方程 y^=wx

多元回归方程 y^=XW^T

多项式回归的方程通过变量替换可变成多元回归的方程

<so,线性回归方程都可用左侧的这个图表示,值得注意的是 横坐标的x表示的是一个特征向量!!>

获取样本数据 将上面的回归方程代入评判标准的方程中 求最优解/求评判标准的方程的"最小值"

真实值yi知道 xi知道.. SO, 求的就是w的最优值!! (一元中w是一个值,多元中w是一个向量)

> ★ 那么线性回归算法迭代训练过程中最终的问题就转化成了 

   如何去求解线性方程中的w使得误差可以最小!

最小二乘法

我们认为损失函数是凹函数

将⽅程 代⼊评判标准 可得 求解得到

将⽅程 代⼊评判标准 可得 求得多元回归⽅程的最优解

通过凹函数求导得极小值推断出的w可知三点

最小二乘法的作用: 求解最小损失对应的参数向量w

最小二乘法的原理: 推导过程无需了解,记住最后的结果即可!!

它认为模型的损失和w是满足一个凹函数的. 让其一阶导数为0即可找到最小损失对应的w..

多提一嘴: loss(w) 函数打开化简后是一个二次函数 <loss(w) = aw^2 + bw + c 其中abc是可求的常量>  即开口向上的抛物线

求最小值就是最低点, 即求导数 即求斜率为0的点!!

最小二乘法返回结果解读:

最小损失对应的w, 生成w的公式中出现了y标签数据，因此标签参与了模型训练

使用最小二乘法的限制

1. 损失函数得是凹函数 若不是凹函数, 设置导数为 0 会得到很多个极值, 不能确定唯一解

2. 特征维度不能太多

矩阵逆运算的时间复杂度通常为 O(n³) 

换句话说, 就是如果特征数量翻2倍, 计算时间大致为原来的8倍.

举个例子, 2 个特征 1 秒、4 个特征就是 8 秒、8 个特征就是 64 秒、16 个特征就是 512 秒.

当特征更多的时候呢？运行时间会非常漫长~

所以最小二乘求出最优解并不是机器学习甚至深度学习常用的手段!!

★★★ 梯度下降

机器学习中,损失函数不都是凹函数

概念 可以把损失函数曲线当做是一个很大的一座山, 道士只能不断往返（迭代）找寻更低处下山, 所以是一个迭代的过程

影响因素

学习率/步伐

方向

⚠  在实现梯度下降前, 基本上都会先对样本数据进行归一化或者标准化的无量纲化操

作

    使得梯度下降算法更加稳定和快速！！！

模型核心算法

正轨方程

LinearRegression

以最小二乘法作为核心算法进行模型的训练

fit_intercept、normalize、copy_X、n jobs 保持默认即可 都不需填!!

这说明, 正轨方程训练的模型的好坏, 往往取决于数据本身, 而并非是我们的调参能力

样本数据不好, 你再怎么调参, 也不会让模型表现的更好.

梯度下降

SGDRegressor

以梯度下降法作为核心算法进行模型的训练

loss 损失函数

learning_rate 学习率 该超参数有三个值可以选 `optimal`、`invscaling`、`adaptive`

max_iter 最大迭代次数 (默认为1000)

tol 收敛阈值（默认为1e-3）当下降到指定值,迭代停止,变相控制了迭代次数!

penalty 正则项类型

alpha 正则项系数

eta0 学习率 (默认为0.01)

★ 如何选?

如果数据集规模较大,特征较多或者有高维数据. 可以考虑使用`SGDRegressor`

因为它在计算效率和内存消耗方面具有优势..

如果数据集规模相对较小, 特征较少且无高维数据, 可以考虑使用`LinearRegression`

因为它的计算复杂度较小, 且在这种情况下普通最小二乘法可能会有更好的结果

数据集多少算大？多少算小?没有标准.. 只能试.

回归模型评价指标

(两个角度)

用训练集的特征和标签fit出模型model

model.score(特征,标签)进行 预测+评估打分, 可传训练集的特征和标签, 亦可传测试集的特征和标签.. 借此可表明在训练集或测试集上的效果..

是否预测到了正确或者接近正确的结果

"损失函数"

RSS 误差平方和/残差平方和

MSE 均方误差

MAE 绝对均值误差 

- RSS本质是 我们的真实值与预测值之间的差异 我们希望其差异/其值 越小越好!!越接近0越好!!

- 多接近0才算好? 带着这个问题 就可引出RSS的变种 MSE! 其本质就是将整体误差分配到了每个样本上!!

- 观察RSS的式子 它将每个样本的误差进行了平方.. 相当于放大了误差

  如何解决这个问题呢? 用MAE来解决 它是绝对值 是真实的误差!!

  进而我们可以将 平均误差(即MAE)与标签(即真实值)的平均值、最大值最小值、中位数等指标进行对比.. 

  看看这个误差有多严重!! 

  eg: MAE为2 标签的平均值是30 单纯从这个比例来看 误差相对较小, 表明模型的预测效果是比较可靠的.

MSE对异常值(outliers)更加敏感, 因为误差的平方放大了异常值的影响. 

而MAE对异常值的敏感度较低, 因为误差是绝对值.

★ RSS、MSE、MAE 它们的值与数据集的值高度相关,So, 它们都只能用于评估模型优化前后的变化是好是坏!!

是否拟合到了足够的信息

"性能评估"

举一种比较极端 但的确可能发生的情况 >>

橙色线是标签(即 [真实] 值)串起来的线、蓝色是通过模型 [预测] 出的值串起来的线.. --> 这两条线上每一个点的x坐标值一样

哟, 前半部分拟合的不错嘛, 但后半部分直接拉闸!! 后半部分 模型的预测往上,真实标签往下... 针对这个模型, 我们对其进行MAE

因为大部分样本其实都被完美拟合了 少数样本的真实值和预测值的巨大差异在被均分到每个样本上之后，MAE就会很小!!

Q: MAE小,MAE的结果是好的, 模型就是好的吗? NO! 这个模型偏科了 Hhh

A: 一旦我的新样本是处于拟合曲线的后半段的，我的预测结果必然会有巨大的偏差，这不是我们希望看到的

>> 为了解决RSS、MSE、MAE在应用过程存在的问题, 定义了R-Square来帮助我们

R-Square R^2
标签即真实值的⽅差

★★★★★ 如何理解R-Square呢? 我们来分析 R-Square = 1 - MSE/方差 这个式子!!

- 方差越小/ 越稳定 / 离散程度越小 / 越集中 / 信息量越小 -- 信息量越小如何理解呢?

  若标签的方差很小, 则意味着这个标签向量中很可能有大量取值都相同, 标签向量携带的信息量就小.

  PS: 这个信息量（数据潜在的规律）不仅包括了数值的大小, 还包括了我们希望模型捕捉的那些规律

  So, 我们可以将式子的分母理解成 真实标签向量中 平均每个样本的标签携带的信息量!!

- 在R-Square的式子中, 分子是 真实值和预测值之间的差值 / 或者说是平均误差

  So, 我们可以将式子的分子理解成我们的模型在 平均每个样本的标签上 没有捕获到的信息量!!

> 当平均误差越小 未捕获到的信息的比例就越小.. 1减去这个越小的比例 最后的值越大 表明模型获取的标签信息量就越多

  So, R-Square越接近1越好!! 

图中红色的涂鸦面积是模型 未捕获到的/有误差的 信息总量, 紫色的涂鸦面积是样本本身所携带的信息总量

★简单理解,在图中的表现就是 蓝线和橙色的线越近,重合的越多,意味着拟合的效果越好..

   也就是说 R-Square 表示了 真实结果和预测结果的拟合程度！！！

⚠  R-Square的取值范围是"负无穷到1"

 （很多资料说是0~1是不准确的, 因为有预测错误巨大导致y_predict巨大,从而分子巨大,R-Square远小于0的情况）

思考? 若MSE或MAE小, R-Square的值差(拟合度不够), 意味着模

型在一部分数据上表现好,一部分数据上表现差.. 如何解决?
MSE小,var小,mse/var整体就大,1-mse/var的结

果就小!! 可能就是一部分表现好,一部分表现差!!

病灶探究

过拟合、欠拟合

大量实验表明: 直接用最小二乘和梯度下降实现的回归模型实现的效果不是很好..

在实现的过程中会有很多 病灶/问题.. 有哪些呢？又如何解决呢？

★ 欠拟合 underfit

现象/模型表现

模型在训练集和测试集上表现的都不好

类比生活中, 老师教的题没学会, 课后变种的题也不会!

> 举个例子: 关于天鹅的预测

模型学习到 有翅膀，嘴巴长的就是天鹅..  基于该规则进行预测, 秃鹫也符合该规则, 模型就会将秃鹫也认作是天鹅..

原因 模型学习到的样本的 [特征太少] 了, 模型被训练的过于简单, 模型考虑的太少, [导致区分标准太粗糙] , 出现了欠拟合!! 

解决方案

增加样本的特征维度,即升维 或者 增加样本数量

◎ 在做升维的时候, 最常见的手段就是 "将已知特征维度进行相乘、自乘或次方来构建新的维度"

这就是 [多项式回归] 的基本原理.

★ 过拟合 overfit

现象/模型表现

模型在训练集上表现的好, 在测试集上表现的不好

类比生活中, 老师教的都会了, 但将教的题变种下, 就不会了, 不会举一反三, 思维停留在了老师讲过的题上面

> 举个例子: 关于天鹅的预测

模型学习到 有翅膀，嘴巴长、白色的等就是天鹅..  基于该规则进行预测, 因为规则规定了天鹅的是白色的, 那么黑天鹅就识别不出来..

原因

模型学习到样本的 [特征太多] , 其中可能存在一些 [嘈杂特征], 模型被训练的过于复杂

也就是机器学习到的特征 [太依赖训练数据] 了. 模型出现了 过拟合!! ★ 泛化能力差!!(见过的会,没见过的就不会了)

解决方案 进行特征选择, 适当降低特征维度

病灶解决

欠拟合解决

多项式回归模型

基本原理: 将已知特征维度进行相乘、自乘或次方来构建新的维度

实现

PolynomialFeatures 有三个参数 

以2个维度特征为例 自动升维后 就变成了5个维度特征

还可以通过 np.concatenate、np.hstack 手动进行升维 (一般不会这样搞)

- 我们先对数据集二八分后直接LinearRegression

  通过评价指标观察模型在测试集和训练集上的预测效果都很差, 欠拟合..  

- 于是乎, 增加2次项特征后二八分, 再LinearRegression, 看模型在测试集上的效果

   (MAE)损失减小了, (R^2)拟合程度升高了.. 改进是有效的!

理论支撑: 

2次项 3次项 及其系数在图中的样子 越来越陡峭..

其它方案

过拟合解决

什么是多重共线性? 

一个典型例子, 面积和房间数量, 面积大的房屋通常会有更多的房间, 所以这两个特征是高度相关的!!

多重共线性与特征选择中的相关性的区别: 你还记得相关性热力图不 eg:10*10的热力图..

- 相关性可以自变量与自变量之间, 亦可是自变量与因变量之间;多重共线性只能是自变量之间的关联性

- 相关性的取值范围[-1,1],可用数值来表示; 多重共线性只是一个概念!! 不存在多重共线性/即自变量之间相互独立.

多重共线性的对模型的影响: 

- 使模型增加了冗余和不必要的复杂性，可能会增加 过拟合 的风险!!

- 很简单的一个道理, 面积和高度高度相关, 那么在求损失函数最小w向量时, 面积和高度的权重系数就难以确定!!

解决方案: 特征工程中的正则化,正则化即能解决 [多重共线性问题] 还能解决[过拟合]问题!! 一举两得~

正则化

损失是不是越小越好？

No,  我们需要得到一个合理的损失，使得模型在训练过程和测试过程中都表现的比较好

一味追求最小损失，可能会使得模型较为依赖训练集数据，使得在测试集中的表现差强人意，泛化能力差, 过拟合!!

解决 - loss(w) = 原始损失函数 + 额外项/惩罚项
尽可能的使等式右边的 两者都尽可能的小!

控制过拟合, 增加模型的泛化能力~

惩罚项一般有两种 - L1范式/正则化、L2范式/正则化

L1

权重参数向量中每个w绝对值之和

目标: 将不重要特征的权重系数压缩到0, 只保留下重要的特征, 从而实现了特征选择. 而重要特征对应的权重系数则会保留较大的值!

L2

权重参数向量中每个w的平方和

该惩罚项中的平方使得较大的权重系数被放大, 从而产生更大的惩罚效果.

因此,它的目标: 通过降低所有特征的权重系数(而非只针对不重要特征) , 但一般不会被压缩到零.

alpha参数

表达式中λ是一个正则化参数

可以控制正则化力度的大小/控制模型的复杂度

增大 alpha 会使得系数更加趋向于 0 - 降低训练集性能, 很可能会提高泛化性能

减小 alpha 可以让系数受到的限制更小.

注意, 实践过程中, λ 值大了/约束大了, 还可能造成欠拟合（训练集和测试集的效果都不好）的情况发生.. 这时降低 λ 的值试一试!!

如何选择alpha的值:

选择正确alpha的值有助于模型学习正确的特征并有更好的泛化能力

因此交叉验证/学习曲线是帮助选择正确值的一种方法!!

选择哪一个正则?

在实践中, 在两个模型中一般首选岭回归.

但如果特征很多, 你认为只有其中几个是重要的, 那么选择 Lasso 可能更好.  

同样, 如果你想要一个容易解释的模型, Lasso 可以给出更容易理解的模型, 因为它只选择了一部分输入特征!

1. 由于岭回归是正则化的，因此它的训练集分数要整体低于线性回归的训练集分数.

2. 但岭回归的测试分数要更高, 特别是对较小的子数据集. 

    如果少于 400 个数据点, 线性回归学不到任何内容.随着模型可用的数据越来越多.

    两个模型的性能都在提升, 最终线性回归的性能追上了岭回归.

这里要记住的是, 如果有足够多的训练数据, 正则化变得不那么重要, 并且岭回归和线性回归将具有相同的性能.

算法实现

LinnerRegression是没有办法进行正则化的.

我们可以使用封装了正则化的线性回归模型: L2-Ridge和L1-Lasso.

逻辑回归

我们通常说,用逻辑回归来实现分类任务.

既然是分类任务,为何算法名字里有回归两字呢?

回归不是作预测的嘛?!

简单来说, 逻辑回归 = 线性方程 + sigmoid函数!!

原理

step1: 将线性回归输出的连续型预测值 - 视为 一个事件 几率的对数!

step2: 将第一步的输出 代入 sigmoid函数 中 - 会映射成0-1之间的概率值!

如何理解原理呢?

需要知道几个重要名词!

几率

表示一个事件发生的可能性/是一个<概率>的比值!

P(A) 表示事件A发生的概率, P(A') 表示事件A不发生的概率. A 事件的几率 = P(A) / P(A') P(A') = 1 - P(A)

几率的取值范围是多少?

P(A)是分子 - [0,1] ; P(A')是分母 - (0,1]  > 分子除以分母, 其取值范围就是 [0,+∞)

若事件A一定不发生, 那么分子为0,分母为1 -- 比值为0

若事件A一定发生, 那么分子就是1, 因为分母不能为0,只能无限趋近于0 -- 比值为 无穷大

若事件A发生与不发生概率相等, 那么分子分母都是0.5 -- 比值为1

几率的对数

我们知道了几率的取值范围是 [0,+∞) 

我们也知道线性方程的结果是任意实数,可正可负,取值范围是 (-∞,+∞)

因而几率不能代表线性方程的结果. 但是几率的对数可以!!

几率的对数是事件发生概率p与不发生概率(1−p)之比的自然对数(底数为e)即 ln(p/(1-p))
即求e的多少次方等于p/(1-p)

几率的对数的取值范围是 (-∞,+∞)

sigmoid函数

到目前,原理的第一步我们知道是怎么回事了, 那原理的第2步的sigmoid函数是什么呢?

方程中的e是自然对数的底数, 是一个无限不循环小数, 其值是2.71828...

方程中的z是线性方程返回的预测结果, 也就是 预测 事件 几率的对数..

Sigmoid函数是一个S型的函数

当自变量z趋近正无穷时, 因变量g(z)趋近于1; 而当z趋近负无穷时, g(z)趋近于0.

它能够将任何实数映射到(0,1)区间, 也就是将事件的几率经过非线性变化. 

转变为了事件发生的概率值, 用于在分类任务的实现中!!

逻辑回归的优缺点

为什么要用逻辑回归

优点

逻辑回归对存在较强线性关系的数据拟合效果好到丧心病狂的地步!

(特征与标签具有较强的线性关系的,使用逻辑回归效果好,因为逻辑回归的组成里就是线性方程嘛)

逻辑回归计算快。

对于线性数据, 逻辑回归的拟合和计算都非常快, 计算效率优于SVM和随机森林, 尤其是在大型数据集上能看出区别.

逻辑回归返回的分类结果不是固定的0和1, 而是以小数形式呈现的类概率数字

逻辑回归具有较强的抗噪能力, 即对异常数据不敏感!

当输入特征存在噪声或干扰时, 逻辑回归可以通过概率模型的特性来降低噪声对分类结果的影响

缺点

仅适用于线性可分问题

若你事先知道你的数据之间的联系是非线性的,千万一定不要使用逻辑回归, 还不如瞎猜!!

对于多重共线性敏感.
多重共线性: 特征与特征之间具有较强的相关性. 比如,楼层和高度.

逻辑回归也是可以正则化的,可通过正则化来解决这个问题!!

Q: 已知逻辑回归在具有线性关系较强的数据集上具有非常好的拟合效果, 我们如何得知一组样本数据特征与标签之间是否具有较强的线性关系？

A: 没有很好的办法. 一般来说, 我们会这样做: 

1> 散点图可视化. 假设有10个特征,我们画出每个特征与标签的散点图,观察是否存在线性关系. 

    若10个中有5个观察出有线性关系, 则可以说整个样本的特征与标签之间存在一定的线性关系!

    (当然可以使用散点图矩阵来同时观察多个特征之间和特征与目标之间的线性关系)

2> 相关系数. 计算特征变量和目标变量之间的相关系数. 如皮尔逊相关系数. 相关系数的绝对值越接近于1, 表示特征和目标之间具有更强的线性关系.

    需要注意的是, 相关系数只能衡量线性关系的强度, 不一定能反映非线性关系.

3> 直接使用逻辑回归, 若无论怎么调试, 无论怎么做特征工程, 表现的效果都不好, 那么该样本的特征与标签之间的线性关系就不强!!

逻辑回归的损失函数

逻辑回归 = 线性方程 + sigmoid函数 

线性方程有 MSE 作为损失函数, 逻辑回归也是吗? no! 逻辑回归用 "对数似然损失/交叉熵损失" 作为损失函数.

因为线性回归的本质是作用于回归任务,逻辑回归的本质是作用于分类任务!!

对数似然损失

/交叉熵损失

上面这个整体的损失函数不好理解,我们拆分成这样!!

y_i表示真实类别 左侧是 y_i=1 和 y_i=0 这两个类别时的损失函数!!

h(x) 表示分到1类别的概率,即sigmoid函数返回的概率结果值!

同理, 1-h(x) 就是分到0类别的概率!!

通过左侧这个log图像来理解上面这个式子!!

当y_i = 1时, -log(h(x)) 的图像长左侧这样.. 

不难分析出, h(x) 越接近于1, 损失越小; h(x) 越接近0,损失越大!! 为什么使用-log函数为损失函数? 

损失函数的本质就是, 如果我们预测对了, 则没有损失, 反之则损失需要变的很大!

而-log函数的定义域在（0，1]之间正好符合这一点.

举个应用进行理解:

左侧绿色的是预测为1类别的概率, 红色的是真实的结果

预测为1类别的概率是0.4,真实类别也是1,但只要预测概率不为100%,就会有损失..

根据真实结果和逻辑回归结果.. 代入 上面y_i=0、y_i=1的那个损失函数式子!!

不难得出最后的损失等于:

cost = -log(0.4) - log(1-0.68) - log(0,41) - log(1-0.55) - log(0.71)

PS: 图中将线性方程的返回值代入sigmoid函数中,得到的真实值不是图中那些,图中sigmoid的返回值是错的,不要在意,不影响理解!!

损失优化机制 通常选择使用梯度下降, 进行损失迭代优化!!

逻辑回归正则化

由于我们追求损失函数的最小值, 让模型在训练集上表现最优, 可能会引发另一个问题: 

如果模型在训练集上表示优秀, 却在测试集上表现糟糕, 模型就会过拟合. 

所以我们还是需要使用控制过拟合的技术来帮助我们调整模型, 对逻辑回归中过拟合的控制, 通过正则化来实现.

使得模型的损失函数变成了 原始损失函数+额外项/惩罚项.

常用的惩罚项一般有两种 - L1、L2 > 与线性回归那部分阐述的正则化是一模一样的!!此处不再赘述..

多分类任务处理

在上面,我们明白了逻辑回归的sigmoid函数实现二分类的原理, 当然, 逻辑回归也可以实现多分类任务的处理!!

(一个sigmoid函数只能作二分类,即把样本分到0类别或者1类别..)

多分类 eg: 天气 (阴、雨、晴) 医学(感冒、健康、流感、亚健康)

解决多分类的方案

One-Vs-Rest（ovr）

softmax

One-Vs-Rest（ovr）

思想: 把一个多分类的问题变成多个二分类的问题. 

- 即选择其中一个类别为正类（Positive）. 使其他所有类别为负类（Negative）

举个例子: 当前有个分类问题, 该分类问题有三个类别, 分别用△、□ 和 × 表示

1. 我们可以将 △所代表的实例全部视为正类

    其他实例全部视为负类, 得到一个分类器. 以此类推.. 三个类别就可以得到三个分类器!! 

2. so, 一条测试数据, 就可以得到3个结果概率..

3. 第一个模型判断测试样本是△类别的概率是0.8; 第二个模型判断测试样本是 × 类别的概率是0.1; 

    第三个模型判断是□类别的概率是 0.6. 综合来看0.8>0.6>0.1.

    所以我们对这条样本判别为△类别. 剩下的所有测试样本数据亦如此.

优缺点

优点

简单直观：One-vs-Rest方法易于理解和实现

适用性广泛：One-vs-Rest方法不仅适用于逻辑回归, 还可以与其他二分类算法一起使用, 例如SVM和决策树等

缺点

样本不平衡问题

如果类别之间的训练样本不平衡, 即某个类别的样本量远大于其他类别

可能导致模型对该类别过度拟合, 而对其他类别的性能较差

需要较多的计算资源

如果类别数量很大, 例如大规模图像分类问题

会需要较多的计算资源和时间

softmax

简单来说: 

softmax 只会构建出一个分类模型 且softmax会对 每个类别的得分 进行 指数化 处理.

并将它们进行类似归一化的操作, 得到每个类别的 概率值. 概率最高的类别将被视为预测结果.

在多分类问题中, softmax会为每一个维度特征产生“等于类别个数“这么多种的权重系数W（这个过程通常涉及到反向传播算法和优化技术）

注: 线性回归中, 最终只会为所有维度特征产生一组权重系数W; 而softmax作用在逻辑回归中, 会为每一个维度特征产生“等于类别个数“这么多种的权重系数W!!

注: 下方例子中的 w11、w21等权重系数怎么来的, 无需探究!! 

只需知道通过生成和调整这些权重, 逻辑回归模型可以学习到不同特征对于不同类别的贡献程度, 从而进行分类任务!!

假设一个样本数据 有3个特征 标签里有3个类别.

step1: 计算每个类别的评分!!

score(猫) = w11*x1 + w12*x2 + w13*x3

score(狗) = w21*x1 + w22*x2 + w23*x3

score(兔子) = w31*x1 + w32*x2 + w33*x3

step2: 概率值计算!!

公式中的z就是第一步得到的类别评分.

比如: 一个测试样本的类别得分/得分向量 为 [3, 1, -3] 

-  exp(Z) = [exp(3), exp(1), exp(-3)] = [20, 2.7 , 0.05]

- exp_sum = exp(3) + exp(1) + exp(-3) = 22.75

-  P = [exp(3) / exp_sum, exp(1) / exp_sum, exp(-3) / exp_sum] ≈ [0.08, 

0.12, 0] 

step3: 概率最高的就是该条数据的分类结果!!

模型超参数和使用!!

from sklearn.linear_model import LogisticRegression

详见应用案例!!

朴素贝叶斯

前置知识

概率计算

条件概率指的是在事件B已经发生的条件下, 事件A发生的概率

数学表达为 P(A|B) = P(A,B) / P(B)

其中 P(A,B) 表示 事件A和事件B同时发生的概率(称作联合概率)

多事件条件概率指的是 在一个事件发生的情况下,另外多个事件发生的概率

P(A1,A2 | B) = P(A1 | B) * P(A2 | B)

贝叶斯定理

左侧的式子怎么来的?

根据 P(A|B) = P(A,B) / P(B)    P(B|A) = P(B,A) / P(A)

可得 P(A,B) = P(B,A) = P(A|B) * P(B) = P(B|A) * P(A)

代入已知的P(A|B)中, 可得左侧的式子!!

在公式中:

- P(B|A) 称作 似然度. 

- P(A|B) 称作 后验概率.

- P(A)、P(B) 都叫作 先验概率.

不难看出 - P(B|A) 与 P(A|B) 有一定的相关性, 互相影响, P(B|A)概率增加可能会导致P(A|B)增加!

注意: 相关性并不代表因果性.. 比如买尿布的时候顺便买啤酒,这时尿布和啤酒就呈相关性, 没有因果..

为什么P(A|B) 要通过 P(B|A) 来求呢? 

因为在生活中, 似然度很容易得到, 后验概率不容易得到!!

举个例子: 班上一共有10位女同学, 其中一位叫小美, 大家根据背影认出她的概率是10%..

班上女同学一共有3种发型,扎辫子的概率是30%.. 小美自己扎辫子的概率高达70%.. 

求往后见到扎辫子的女同学是小美的概率!!

P(小美|辫子) = [P(辫子|小美) * P(小美)] / P(辫子) = 0.7*0.1 / 0.3 = 0.23

朴素贝叶斯算法

根据似然度的计算方法不同,朴素贝叶斯分为两种!! 

多项式和高斯分布, 前者适用于离散的特征,后者主要作用在特征为连续性变量的数据集中!!

Q: 一般情况下,样本中既有连续型特征又有离散型特征,怎么选呢?

A: 看比例,若大部分是离散型特征,就用多项式,否则用高斯!!

多项式朴素贝叶斯

需牢记一点!! 朴素贝叶斯算法的实现是基于假设而来, 在朴素贝叶斯看来, 特征之间是相互独立的, 互不影响的.  

条件独立是指每个特征之间没有必然关系的.

条件不独立指的是特征之间有关联的比如, 体重和是否喜欢吃零食这两个条件之间就有关联.

朴素贝叶斯只适用于特征之间是条件独立的情况下. 否则分类效果不好. 这里的朴素指的就是条件独立!!

多项式模型 主要适用于 离散特征 的概率计算, 主要被用作于 文本分类任务 中.

且sklearn的多项式模型不接受输入负值（不要使用标准化对多项式模型的样本特征进行无量纲化, 因为标准化会返回负数)

SO. 若样本数据的特征为数值型数据（可能会存在负值）的话, 务必要进行归一化处理保证特征数据中无负值出现!!

我们求的是某一篇文章属于某个类别的概率!!

假如数据集中文章类别有科技和娱乐..

代入左侧公式分别求得 P(科技|文章)  P(娱乐|文章) ,然后比较.

因为分母都是一样的,So,我们只需求得P(W|C) 和P(C) 即可!!

P(W|C)的计算方法:

P(F1,F2... | C) = P(F1|C) * P(F2 | C)

P(F1|C)=Ni / N

  - F1为预测文档中的某一个词, C为指定的类别

  - Ni: F1这个词在C类别所有文档中出现的次数

  - N:  所属类别C下的文档所有词出现的次数和

(换个思路: C类别下F1这个词出现的概率)

举个应用案例: 某个文本数据集中科技和娱乐两个类别的文章,分别有30篇、60篇..

假如我们将这些文章分词后剔除停用词后只提取出了4个重要 词语/特征.. (其实会有很多很多词!!)

并统计了每个词在每个类别中出现的次数. 如左侧表格所示.

现在有一篇新的文章, 分词和剔除停用词后提取到了"影院"和"支付宝"这两个特征.

求,该篇文章属于 科技类别和娱乐类别 的概率分别是多少?

step1: 求P(W|C) 和P(C)

科技

P("影院","支付宝"|科技) = P("影院"|科技)*P("支付宝"|科技) = (8/100) * (20/100)

p("科技") = 30 / 90

娱乐

P("影院","支付宝"|娱乐) = P("影院"|娱乐)*P("支付宝"|娱乐) = (56/100) * (15/100)

p("娱乐") = 60 / 90

step2: 科技和娱乐都相乘后进行比较

Q: 思考一个问题: 新文章的某个词在某个类别中出现的次数是0.. 那代入P(W|C)的计算公式, 值不就为0了吗? 这肯定是不合理的!!

A: 用 拉普拉斯平滑系数 来解决, 概率计算中零概率的问题! 

    P(F1|C) = (Ni + a) / (N + am)   a通常等于1,m等于F1这个词在 训练文档/所有类别 中出现的次数

高斯分布朴素贝叶斯

高斯模型 主要作用在 特征 为 连续性变量 的数据集中.

它假设特征的概率分布满足高斯分布（也称为正态分布).

并且使用高斯函数来计算似然度!! 高斯函数长啥样,我们不用管,实际应用中已经封装到函数中了,直接调用即可!!

优缺点

1. 算法简单快速 . 2. 对小规模数据表现良好 . 3. 对缺失数据不敏感.. 

1.特征条件独立性假设过于严格 . 2.对于连续特征要求满足高斯分布

应用场景

简单的分类问题(当数据集的特征维度较低且特征之间不强相关时) eg: 天气预测、客户信用评估

缺失数据处理

如果数据集存在缺失数据, 即某些特征值未知. 

高斯分布朴素贝叶斯可以通过估计其他特征的均值和方差来填充缺失值, 然后使用这些统计量进行分类

实际应用: 贝叶斯中文新闻分类!!

- 新闻数据集加载

- 中文文本分词

- 过滤停用词

- 构建文本特征

- 贝叶斯分类

模型的保存与加载 joblib

分类模型评价指标

混淆矩阵

我们设 目标类别为P、不是目标类别为N; 结果正确为T、结果错误为F.. 那么:

1. 认为 是目标类别, 且结果是对的 -- TP

2. 认为 是目标类别, 且结果是错的 -- FP

3. 认为 不是目标类别, 且结果是对的 -- TN

4. 认为 不是目标类别, 且结果是错的 -- FN (那当前样本的真实类别就是目标类别)

TP + FP + TN + FN = 样本总数

准确率 = 结果是对的 / 样本总数 = (TP + TN) / (TP + FP + TN + FN)

召回率 = 预测为目标类别,且正确的数量 / 真实类别为目标类别的数量 = TP / (TP + FN)

精确率 =  预测为目标类别,且正确的数量 / 预测为目标类别的数量 = TP / (TP + FP)

f1-score = 尽可能的捕捉所有目标(高召回率),又要保证较低的误报率(高精确率)

在例子中,可以体会到 召回率和精确率的区别: 

★它两对分类错误的关注点不同!! - 前者是尽可能的找出所有目标、后者是尽可能保证找出的目标是对的!

即召回率强调要尽量避免 漏报, 即尽量识别出所有的恐怖分子. 而精确率注重准确性, 希望减少 误报, 尽量避免将普通乘客错误标记为恐怖分子.

--> So 我们会用f1-score来平衡这两个指标!

精确率通常作用在样本分布均匀的场景中. (像识别恐怖分子的场景, 把所有人都识别成了平民,精确率高达99%, 没用啊, 恐怖分子没用识别出来!）

在数据不均衡的场景下, 我们应该考虑的评估指标应该是精确率和召回率. (当然,样本分布均衡时,这两指标也可以用!)

举个例子: 飞机上共30人,其中5名恐怖分子,25名平民.系统识别出了4名恐怖分子.还有1名没识别到.

其中系统认为的4名恐怖分子,识别正确了3名,错误了1名,.

则系统认为的26名平民,识别正确了24名(26名中有两个是恐怖分子假扮的)

+==> 目标类别,恐怖分子 TP=3、FP=1、TN=24、FN=2

+==> 样本总数30

- 准确率 = (3+24) / 30

- 召回率<恐怖分子> = 3/(3+2)    3+2 3是预测为恐怖分子正确的数量,2是预测为平民,错误的数量

- 精确率<恐怖分子> = 3/4

SVM支持向量机

SVM支持向量机在无论线性还是⾮线性分类中, 都是明星般的存在.

(主要处理分类任务, 也可以处理回归任务)

一些专业名词

线性关系、非线性关系

几何里的线性关系 一维必须是一条直线 二维必须是一个平面 .. 以此类推.

一维的曲线 多维的曲面 都是几何里的非线性关系

回归模型里的线性关系 指的是 权重与标签之间的关系

数据 - 线性可分、非线性可分

使用几何里的线性关系

即n-1维的超平面(直线、平面、立体空间...)  对n维空间进行划分.. 

每一份里包含的数据属于某一个类别..

数据空间

eg: 样本数据有3个维度的特征. 

那么数据空间就是立体空间.. 三个轴就是三个特征向量!!

超平面

超平面是一组数据空间的子空间.

二维空间的超平面是一条线、三维立体空间的超平面是一个面, 以此类推..

决策边界

在二分类问题中, 如果一个超平面能够将数据空间划分为两个集合.

其中每个集合中包含单独的一个类别, 我们就说这个超平面是数据的 “决策边界”

SVM分类原理

线性可分的二分类分类场景.

对于一个数据集来说, 让训练误差为0的决策边界可以有无数条. 

Q: 如何取到最好的那条呢?

我们来看左图中, B1和B2两条 决策边界.. (左边都是正方形、右边都是圆形)

我们分别将其平移,当碰到最近的正方形和圆形时停下来!!

(碰到的正方形和圆形叫做 支持向量)

此时,就可以得到新的超平面 b11、b12 和 b21、b22.. 

(b11、b12是B1决策边界的 边际. b21、b22是B2决策边界的 边际)

接着,我们往里面添加与原数据集分布一样的测试数据.(左图中用红色进行了标注)

可以看到

对于B1而言,没有一个被分错; 对于B2而言,分错了5个..

也就是说, B2这条决策边界上的 泛化误差 就远远大于B1..

分析结论

左图可以表现出,拥有更大边际的决策边界在分类中的泛化误差更小.

如果边际很小, 则任何轻微扰动都会对决策边界的分类产生很大的影响!!

边际很小 的情况, 是一种模型在训练集上表现很好, 却在测试集上表现糟糕的情况, 所以会 “过拟合”。

综上: 在线性可分的二分类的分类场景中.

★ 支持向量机分类原理可以描述为: 找出边际最大的决策边界, 对数据进行分类!

因此, 支持向量机分类器又叫做最大边际分类器.

如何找到边际最大的决策边界呢?

超平面的距离计算,我们不用探究!!

线性可分与不可分

的多分类场景

在多分类问题中. SVM可以通过OVO和OVR来进行扩展 

假如现在有A B C这三个类别, 然后我们需要进行多分类!!

OVO 一对一

该方法将每两个类别的数据集组合为一个新的二分类问题, 生成多个分类器.

每个分类器通过使用SVM来区分两个类别之间的差异.

当进行预测时, 所有分类器的结果将进行投票或组合以确定最终的类别!

分别用AB、AC、BC类别的数据作为训练数据得到三个分类器.

将一个测试样本扔到这三个分类器中,得到的分类结果 分别是 B、C、C

结果中C的个数最多. 那么这个测试样本就被分到C类别里!!

OVR 一对其它

在逻辑回归那,处理多分类问题时,也提及了OVR..

1. 逻辑回归那,评判标准是概率; 

2. 在svm的线性可分的多分类中,评判标准是得分,该得分是基于测试样本点到 支持向量 之间的距离计算得到的

将A分为正样本, BC分为负样本.. 以此类推.

- 现有一条测试数据, 分别丢到3个分类器中, 然后看在哪个分类器的得分高, 那么就把数据判别为哪个类别!

非线性可分的场景 - 核函数

真实场景中, 拿到一个数据集, 完全线性可分 的概率太低了,可能会遇到 偏线性可分 (某几个数据分的类不对),概率也很小..

绝大多数情况下都是 非线性可分 的!!

核函数的工作原理

核函数通过将数据点从低维度空间映射到高维度空间.

在高维度空间中, SVM构建一个线性决策边界, 用于对数据点进行分类. 

使我们能够处理非线性可分的数据集. 

注: 至于如何映射成这个样子的,其算法很复杂,我们无需了解探究!!

应该关注如何应用svm提供的不同核函数处理不同的应用场景!!

SVM封装好的核函数

处理(偏)线性可分 - linear、poly

处理(偏)非线性可分 - sigmoid、rbf

这只是理论上,理论和实际往往是有偏差的!!

什么v型分布的数据、环形分布的数据

★ 经验之谈: 遇事不决,否管数据集线性可分还是非线性可分, 先用rbf!!

如果rbf效果 不好, 那我们再试试看其他的核函数!!

硬间隔和软间隔

硬间隔和软间隔是SVM在处理 线性可分和非线性可分 数据时所采用的不同策略。

硬间隔 要求完全正确分类训练集,不允许有任何的分类错误.. 

但若数据集是非线性可分的,是无法找到一个合适的决策边界来实现硬间隔的!!

为了解决这个问题,我们就引入了 软间隔! 软间隔是指在处理非线性可分数据时, SVM允许一些训练数据被错误分类.

也就是SVM允许一些 数据点位于错误的一侧或决策边界上, 但应尽量减少这种错误.

★ 至此: SVM不再是寻找最大边际了,而是寻找 最大边际与分错样本之间的平衡, 以获得更好的泛化能力!!

软间隔的引入使得SVM在处理非线性可分数据时有更强的鲁棒性, 可以更好地应对一些噪音或异常点.

鲁棒性: 指的是模型或算法对于数据中的噪音、异常值或其他不规律情况的稳定性.

具体来说, 鲁棒性表现为模型或算法能够在面对数据中的异常情况时表现出一定的弹性, 不至于产生过度的错误或偏差.

松弛系数 ζ (zeta)

松弛系数表示了模型对于错误分类的容忍程度. 

越小, 表示模型越严格, 不容忍任何错误分类; 越大, 表示模型允许更多的错误分类(一定程度解决了过拟合的情况). 

注意: 在模型中会使用超参数C来控制松弛系数 ζ 的大小.  

较小的C值会导致较大的松弛系数 ζ, 反之亦然.

优缺点!!

优点

适用性广泛 SVM适用于解决二分类和多分类问题, 并且可以处理线性可分和非线性可分数据.

鲁棒性&泛化能力强

SVM通过最大化分类间隔来建立决策边界, 对于噪音和离群点具有较好的鲁棒性.

也有助于减少过拟合问题, 并提高模型的泛化能力.

有效地处理高维数据

由于SVM的核函数可以使它在高维空间中建立决策边界.

并能够处理高维数据(特征维度高), 比如自然语言处理和图像识别等领域.

缺点

计算时间和内存消耗较大

参数选择有挑战性

仅适用于有监督学习 SVM只能处理标记好的训练数据, 对于无标记数据的处理需要额外的步骤.

对于样本不平衡问题表现一般 SVM在处理样本不平衡的问题上可能会出现问题,需要额外的处理措施.

无概率结果 SVM不会直接给出分类概率.

★ SVM 比较适应小样本的环境!! 特征维度可以多,但样本量别太多!!

模型参数的处理

发现同一核函数下, 多个分类评价指标的值都差不多,说明 <数据集的标签> 分布较为均匀..

可 pd.Series(target).value_counts() 验证

观察数据集的特征数据的分布. pd.DataFrame(data=feature).describe()

经验之谈: 若 <数据集的特征> 分布不均匀, 在使用rbf核函数之前,应进行 无量钢化!! 这样可以有效提升其训练效果!!

因为rbf不擅长处理特征数据大小分布不均衡的情况

超参数C的设置,若数据集是线性可分的,设置多少都影响不大..

若数据集是线性不可分的,需用学习曲线,判定哪个C值的训练效果最好!!

shift+tab可看SVM类的参数,我们重点设置参数 

kernel、C、max_iter、class_weight 、degree、gamma 其它的暂且可不管!

SVM处理回归任务.

左图中黑色的线就一条决策边界.. 我们希望它尽可能的 拟合 所有的数据点.

评判标准和线性回归一样,也是MSE(均方误差!!)

只不过针对SVM而言, 这里所谓的 拟合 是指 将决策边界左右平移后

其两条边际之间尽可能包含多的数据点!!

左图中 虚线/边际 到 实现/决策边界 之间的垂直距离 叫做 epsilon.

两条虚线之间的垂直距离 叫做 margin.

Q: 那我增大epsilon的值,将所有的数据点都包含进去,拟合效果不就最好了吗??

A: No!! 这样是不行的.. 尽管其值越大, 模型泛化能力越强..

   泛化能力是解决过拟合的, 过于泛化了, 不就欠拟合了吗!!

API和模型超参数

sklearn.svm.LinearSVR() 和 sklearn.svm.SVR()

前者适用于线性可分回归问题.

后者可以灵活地处理线性可分和非线性可分回归问题.

如果您的数据是线性可分的, 那么LinearSVR可能是一个更好的选择, 因为它拟合的速度较快.

而对于需要非线性特征变换的问题, 您可以选择SVR, 并选择合适的核函数.

超参数: epsilon 控制SVR模型的容忍度.

较大的epsilon值表示接受更大的误差. 默认值为0.1. 或者说是对margin的范围进⾏⼀个程度指定!

HOG方向梯度直方图

在前面,我们都是对 结构化数据(表格形式的数据)在进行特征工程.

那针对 非结构化数据(图像数据、音频数据)如何进行特征工程呢?

接下来,我们就来了解下 当下最为流行的图像特征提取技术 -- HOG (方向梯度直方图)

HOG 是一种在计算机视觉和图像处理中用于物体检测的 特征描述符.

特征描述符号是什么? 它可以通过提取图像的有用信息. 并且丢弃无关信息来简化图像的表示.

也就是说: 通过计算和统计图像局部区域的梯度方向直方图, HOG特征能够有效地描述图像中的物体, 并结合SVM分类器进行准确的物体检测!!

HOG+SVM分类器==图像识别中,尤其在行人检测中获得了极大的成功.

HOG实现原理

这里我们知道HOG的大体实现步骤即可,以便了解HOG函数中每个超参数是什么意思.

至于为什么这么做,每一步的作用是啥,了解即可,背后的数学依据也不必深究!!

★ 简单来说HOG认为 图像的边缘信息是图像的核心特征!!

    根据边缘信息可以对一张图像中物体的形状或轮廓进行提取..

★ 若图片中识别的物体占图片的大部分区域,在这样的场景中,使用hog是没有问题的!!

    若一张图片中 有桌子有人有小猫 占比都差不多..使用hog来识别小猫的效果可能就不是那么的好!!

这是样本中的一张 80 * 64 * 3 的小猫图片.

step1: 预处理图像数据..

通过opencv库. 批量将样本中所有大小不一的图像数据,压缩/变形为尺寸大小一致的图像数据 eg 形状都变成 80*60*3

step2: 计算图像的每个像素点在x轴和y轴上的梯度.

图像上的每一个像素点都有rgb三个通道的值,取最大值作为该像素点的梯度!!

在图像上任取一像素点作为A点,其上下左右的像素点的梯度分别为 32、64、20、30

则A点在x轴上的梯度是 |30-20|=10; A点在y轴上的梯度是 |32-64|=32. 

以此类推, 算近邻像素点的差值. 我们可以得到图像上的每个像素点在x轴和y轴上的梯度!!
作用:

对于图像的边缘部分,其像素值变化较大,梯度值变化也较大;

相反, 对于图像中比较平滑的部分, 其像素值变化较小, 相应的梯度值变化也较小.

一般情况下, 图像梯度计算的是图像的边缘信息.

严格的来讲, 图像梯度计算是需要求导数的, 但是我们一般可以通过计算像素的差值来得到图像梯度的近似值(近似导数).

step3: 计算图像上每个像素点的幅值和方向

每个像素点的幅值 = 该像素点x轴上的梯度的平方 与 该像素点y轴上的梯度的平方 之和 再开根号!! 

(其实就是勾股定理)

每个像素点的方向 = tan(该像素点y轴上的梯度 除以 该像素点y轴上的梯度) 

(其实就是求直角边与斜边的夹角)

作用:

- 我们想要通过像素值的梯度来找到图像主体 对象的轮廓/边缘

  那么图像主体 对象的轮廓/边缘 可以根据图像像素值的梯度变化的总体幅度也就是整体梯度 (幅度)来表示。

- 梯度的方向也就是整体梯度的幅度发生变化的方向（朝哪个方向寻找边缘）

step4: 计算每个cell的梯度直方图

我们假定每8*8个像素点组成一个cell, 那么一张80*64*3的小猫图片就有 (80/8)*(64/8) = 80个cell.

也就是说, 现在我们已知每个cell里有64个像素点,每个像素点都有 幅值和方向. 如何计算该cell的梯度直方图呢?

左侧是一个cell中 64个像素点的 方向矩阵和幅值矩阵.. 针对方向而言,我们将10度和190度、0度和180度视为是一样的. 

1. 那么我们假定每20度为一个bins(单元).. 则方向可以分为9个bins.. 

2. 将每一组中所有像素对应的梯度值进行累加, 可以得到9个数值..

如左图所示, 方向80度对应的幅值2就放入80这个bins单元中; 

方向10度处于0度和20度之间,那么10度对应的幅值4按照偏向的比例分到0和20这两个bins中.

因为10到0和20这两个bins的距离都是一样的, 所以 0和20 这两个bins各自分到了2..

以此类推.. 每个cell 8*8*2个数据就被我们降到了 9个数据!!

作用:

对于一整张图像来说, 其中的有效特征是非常稀疏的 (比如小猫图,只有猫部分是有效的)

建模时不但运算量大,而且效果可能还不好。于是我们就可以将其变为一种更紧凑的特征

超参数 pixels_per_cell=(8, 8)

超参数 orientations=9

step5: 滑动窗口式的划分block, 并对每个block进行归一化.

我们通常将 2*2个的cell矩阵作为一个窗口,该窗口叫做block..

左侧的小猫图片一共有10*8个cell, 4个cell为一个block.. 

1. 那么可以横向滑动10-1=9次,纵向滑动7次.. 也就是说该示例中滑动窗口可产生 9*7=63个block!!

2. 每个cell是9个数据组成的向量.. 那么每个block就是36个数据组成的向量.

    对每个block进行归一化,就是对每个长度为36的向量进行归一化!!

作用:

图像的梯度对整体光照非常敏感, 比如通过将所有像素值除以2来使图像变暗, 那么梯度幅值将减小一半.

因此直方图中的值也将减小一半. 我们希望我们的特征描述符不会受到光照变化的影响, 那么我们就需要将直方图“归一化”.

- 假设我们有一个向量 [128,64,32], 向量的长度为:（128^2+64^2+32^2) ^ 0.5 =146.64, 这叫做向量的L2范数.

  将这个向量的每个元素除以146.64就得到了归一化向量 [0.87, 0.43, 0.22].

- 现在有一个新向量, 是第一个向量的2倍[256, 128, 64], 我们进行同样的操作, 可以发现结果与第一个向量操作后的结果相同.

  所以, 对向量进行归一化可以消除整体光照的影响.

超参数 cells_per_block=(2, 2)

step6: 对每个归一化后的block进行合并拼接.. 就得到了该图像的特征向量!

像该示例中, 80*64*3的小猫图片.. 

- 每8*8一个cell,就有10*8=80个cell.. 每个cell计算梯度直方图后都会产生一个长度为9的向量.. 

- 每2*2个cell组成一个block, 滑动窗口后, 就有9*7=63个block. 每个block都会产生一个长度为 4*9=36 的向量, 以block为单位进行归一化

- 每个block向量进行拼接就构成了一个长度为 63*36=2268 的特征向量!!

决策树

在前面讲解的算法都比较的基础.接下来,我们来学习一个跟树状结构相关的比较进阶的算法 -- 决策树!! 

决策树是什么呢? 

决策树是一种 有监督 (既需要特征也需要标签)的模型. 

它可以根据一系列的标签和特征总结出 决策的规则 ,并用 树状图的结构 进行呈现,以此来解决分类或回归问题!!

决策树适用各种数据, 在解决各种问题时都有良好表现.

尤其是以树模型为核心的各种集成算法, 在各个行业领域都有广泛的应用!!

决策树的核心问题！

数据集中有人类、鲸、青蛙、猫等动物的一系列特征(体温、胎生、冬眠、飞行等)

我们根据特征对这些动物进行分类,分为哺乳动物和非哺乳动物!!

- 根节点: 没有进边,有出边.

- 中间节点: 既有进边也有出边. 进边只有一条, 出边可以有很多条.

- 叶子节点: 有进边, 没有出边. 

- 子节点和父节点: 在两个相连的节点中, 更接近根节点的是父节点,另一个是子节点.

可以发现

1> 在根据这些特征构建这棵决策树时, 我们只用到了体温和胎生这两个特征

  （一般不会用到所有特征进行树的构建）

2> 根节点和中间节点是与特征相关的节点; 叶子节点是与标签相关的节点.

    我们可以对 与特征相关的根节点、中间节点 进行提问, 以此对新样本进行分类!

决策树算法核心要解决的问题有两个

★ 几乎所有决策树有关的算法, 都围绕着这两个核心问题展开.. 

问题1: 如何从数据集中找出最佳节点和最佳分支? - 谁是根节点,根节点的分支上的子节点是谁,以此类推

谁作为根节点, 根节点下面的分支由谁来充当 (也就是说, 决策树可以对重要特征进行选择,然后根据重要性进行排序)

eg: 相亲, 对方的年龄、长相、收入、是否是公务员 等特征, 哪些是重要的, 重要程度是咋样的!!

问题2: 如何让树停止生长, 防止过拟合?

决策树是基于训练集数据构建出来的, 若树长的越大分支越细致

则对训练数据的描述越清楚, 越依赖训练集数据, 过拟合了, 可能会导致在测试集中不一定会很好泛化能力.

我们应该在适当的条件发生后, 让树停止生长!!

构建决策树/决策树的原理

穷举法

所有的特征排列组合,规划出所有的决策树.. 

然后从众多决策树中找到分类效果最佳的那棵树. (这棵树叫作 "全局最优树")

真实场景中,规划出所有的决策树不现实, 从中一次性找到全局最优树也不现实!! 因为: 

1. 一个数据集上可以发展出非常非常多棵决策树, 其数量可达指数级.. 计算量过于大而且低效!!

2. 任一特征都可以作为根节点和中间节点, 且每一个特征的判断可能不止两个.

   比如 根据距离的出行方式,小于300m走路,大于300m小于2km骑车,大于2km开车..

★ 贪心算法

目标

根据贪心算法在合理的时间内构造出具有一定准确率的 "次最优决策树"！

(次最优 即 不找绝对意义上的全局最优,而是找相对意义上的全局最优.)

核心思想

每一步都选择 [当前最优的解] (局部最优), 而不考虑未来对整体的影响,不考虑全局最优. 

而且我们相信 - 每一步都是局部最优,最后的结果是接近于全局最优的!! 局部最优 >> 全局最优

具体过程

根据某个 ★评估指标（如信息增益、基尼系数等）选择最优的特征作为当前节点, 然后根据该特征的值进行划分, 构建子树.

这个选择过程是 贪心 的, 所谓的贪心指每次的节点选择都能给当下带来最大收益, 而不考虑这个选择对未来对整个树的影响!!

优缺点

优点 > 简单、高效, 并且易于实现, 在实践中最后的效果也蛮不错的.

缺点 > 由于每一步都是独立地选择最优解, 没有考虑整体的最优解, 可能在之后的选择中变得不可达或不再是最优的!

常用的贪心算法实现技术

- ID3算法 - C4.5算法 - CART算法

★ 决策树各个算法总结

几个重要概念

信息量

那我们可以从现实生活出发, 来看看信息是否有量化计算的可能. 例如:

1. 听说小明饿了会吃饭.（废话, 人饿了都会去吃饭, 所以该事件的信息量为0）

2. 听说小明放学回家被狗咬了.（该事件就有点信息量, 村里的狗太多了, 被狗咬也不为怪）

3. 听说小明今天把狗咬了.（该事件信息量很大, 小明竟把狗给咬了, 一般人不会这样做）

从上面的例子我们就发现: 事件发生的概率越低, 则该事件的信息量就越大.  

因此, 事件的概率和信息量之间肯定是一个单调递减函数: ★ 信息量 = - log (概率)

因为必然发生的事件. 信息量应当是非负的值，

即信息量可为0, 但没有为负值的可能！

信息熵

信息量不等于信息熵.

信息熵能用来描述整体事件的“混乱/不确定”的程度.

信息熵越大则整体事件的不确定性越大, 反之整体事件的不确定性越小.

信息熵 是对事件的每个可能性的 [信息量] 乘以其发生的 [概率], 并将所有事件的乘积求和!

式子中 p(xi) 是 第i类数据出现的概率, log2p(xi) 是信息量.

举个例子: 

- 抛硬币整体事件的信息熵 = - 1/2 * log_2(1/2) + [- 1/2 * log_2(1/2) ] = 1 

  (抛硬币正反两面的概率都是二分之一)

- 掷骰子整体事件的信息熵 = - 1/6 * log_2(1/6) *6 = 2.525

  (掷骰子1-6点,每一点的概率都是六分之一)

>> 发现: 摇骰子事件的信息熵大于抛硬币, 则表示摇骰子事件的“混乱/不确定”的程度又或者不确定性是大于抛硬币的!

信息增益

信息熵是用于度量数据不确定性的一个指标, 而信息增益则表示通过某个特征进行分裂后, 能够为我们带来多少“信息”以减少这种不确定性.

eg: 考虑一个简单数据集, 其中有一个特征“天气”, 它有两个可能的值: “晴天”和“雨天”.

     通过计算, 我们发现通过“天气”这个特征进行分裂后, 信息增益是0.2. 这意味着使用这个特征进行分裂能让数据集的不确定性下降0.2.

信息增益是一种用于评估特征 对于决策树划分"贡献程度" 的度量.

它是通过计算某一个特征节点划分前后熵的变化来衡量的!

具体而言, 信息增益可以理解为使用特征划分前后, 样本集合的不确定性（熵）减少的程度!

也就是说: >> 信息增益 = 划分前的信息熵 - 划分后的信息熵

对于构建决策树，信息增益具有重要的意义!

通过选择具有最大信息增益的特征作为划分节点. 可以使得决策树尽可能减少样本集合的不确定性.

相当于对数据进行了更好的分类.

这样选择出的特征能够更好地区分样本的不同类别, 提高了决策树的判别能力!!

如左图所示

我们可以计算 总样本量100的信息熵是多少. 然后可以计算 年龄、长相等特征的信息熵是多少.

(特征的信息熵等于特征的 各个组成/类别 的熵 乘以特征 各个组成/类别 占总样本的比例) -- 详见ID3算法的示例.

之所以年龄特征作为了根节点,而不是长相等其它特征作为根节点.. 

是因为在总样本量100的数据集里,年龄特征的信息增益最大!! <此处 "划分前的信息熵" 指的是总样本量100的信息熵>

同理. 在总样本量51的节点. 我们选择了长相作为该特征节点.

是因为,长相在 除了年龄的其它特征中 的信息增益最大.. <此处 "划分前的信息熵" 指的是总样本量51的信息熵>

- 比如: 标签有0,1两个类别,各自占比 9/14、5/14 那么其信息熵是

  H(X) = - 9/14*log_2(9/14) - 5/14*log_2(5/14)

- 比如: 某个特征列有3个类别,各自占比 5/14、4/14、5/14; 再看每个类别的标签占比分别是 (2:3) (4:0) (3:2)

  那么特征列划分后的每个类别的信息熵 是 

  H(A1) = - 2/5*log_2(2/5) - 3/5*log_2(3/5)

  H(A2) = - 4/4*log_2(4/4) - 0/4*log_2(0/4)

  H(A3) = - 3/5*log_2(3/5) - 2/5*log_2(2/5)

  那么这个特征列整体的信息熵 是

  H(A) = 5/14*H(A1) + 4/14*H(A2) + 5/14*H(A3)

  那么这个特征列的信息增益 是

  gain = H(X) - H(A)

信息增益比

信息增益比 是信息增益与划分信息度量的比例

- 式子中 的分子 Gain(A) 指的是 特征A的 信息增益

- 式子中 的分母 IV(A) 指的是 特征A的 信息度量

p_i表示特征A的第i个的可能值在特征A中的比例/占比

信息增益值衡量了特征A对于决策树划分的贡献程度!

信息度量值衡量了特征A能够提供多少有用的信息, 即特征A的划分能力 - 越小表明特征A的类别越多或越不平衡.

其实我对这个信息度量是有疑问的.

我不能从IV的数学公式中理解红色标注的这个结论 .. 只能从课件中的示例出发试着理解 

1.年龄这个离散型特征 若只求它的信息增益 这个值是很大的 所以要除以IV.. 

2.我们在使用了C4.5后 目的是不想让年龄成为根节点. 那么以这个结论倒推.. 收入和学历

这些离散型特征变量的信息增益比一定要比年龄的大才行. 已知公式中的分子 收入和学历

已经比年龄小了,要让比值变大,只能让分母也变小. -- 也就是让 收入和学历的IV值小于年龄

的IV值..

3.So 基于上述的分析. 结合年龄、学历、收入这些特征各自的取值元素的个数.. 

可以推导出 当前特征取值元素越多 IV值越大.. ???

ID3算法、C4.5算法使用的不纯度指标分别是 信息增益、信息增益比. 

它两都可以进行特征选择从而构建树结构.

但C.4.5可以解决ID3算法倾向于选择取值较多特征的问题!!

基尼系数

算特征A某个类别的基尼系数!! 

- a 表示特征A的某个类别!

- |a| 表示 a这个类别在 特征A这个集合中的数量

- |D| 表示 特征A这个集合的数量,或者说是当前样本集的数量

- |!a| 表示 在特征A这个集合里,不是a类别的数量

- Gini(a)  算a类别的基尼系数

- Gini(!a) 算不是a类别的基尼系数

注: 之所以是 |a| 和 |!a| 是因为 CART只能构建二叉树 

基尼指数的值越小,表示经过特征A的取值a划分后集合D的不确定性(不纯度)越小

即数据集的纯度越高

1. 先看样本数据集的标签分了哪些类

2. 然后看 a类别这个子集 对应的那些标签数据中 每个标签分类占该子集的比例..

举个例子. 标签有三个分类 □ 、△、○

a类别的子集的数量为5个, 该子集对应标签中 □ 、△、○的数量分别是 5个、0个、0个

> 那么 Gini(a) = 5/5*(1-5/5) + 0/5*(1-0/5) + 0/5*(1-0/5) = 0

> 注: 举的例子比较极端, 该示例中a子集所对应的标签只有一个分类..

不纯度

★ 本质指的就是贪心算法的各种评估指标. 可能是 "分类中 - 信息熵、信息增益、信息增益比、基尼系数" + "回归中 - mse" !!

而且你可以发现构建的树,从上到下, 不纯度越来越低/纯度越来越高!

这个其实非常容易理解. 分类型决策树在节点上的决策规则是少数服从多数!!

在一个节点上, 如果某一类标签所占的比例较大. 那所有进入这个节点的样本都会被认为是这一类别.

具体来说, 如果一个节点中90%的样本都是类别0(节点比较纯), 在分类时新进入该节点的测试样本的类别也很有可能是类别0.

但是, 如果51%的样本是0, 49%的样本是1(极端情况), 该节点还是会被认为是0类的节点, 但此时此刻进入这个节点的测试样本点几乎有一半的可能性应该是类别1.

从数学上来说. 类分布为(0,100%)的结点具有 零不纯性, 而均衡分布 (50%,50%)的结点具有 最高的不纯性.

如果节点本身不纯, 那测试样本就很有可能被判断错误, 相对的节点越纯, 那样本被判断错误的可能性就越小!

ID3算法

利用ID3算法构建该数据集的树结构!!

step1: 计算 在没有使用特征划分类别 的情况下的信息熵.

观察数据集标签(buys_car列),有两个类别,yes和no,分别占比 10/14 、4/14

根据信息熵的公式可得 

step2: 假设我们以 age 特征作为决策树的根节点划分数据集, 因为age有三个类别,所以可得到三张表格.. 

统计每张表格中的标签类别yes和no的占比,以便计算每张表格数据的信息熵. (道理同step1)

这三张表格标签的yes:no分别为 2:3、4:0、3:2

step3: 计算age特征作为决策树的根节点的信息熵.

其值等于每一个age的组成的部分的熵乘以age组成部分占总样本的比例

step4: 计算age特征作为决策树的根节点的信息增益.

step5: 用同样的方法, 分别求出income，student，credit_rating的信息增益.

step6: 比较gain(age)、gain(income)...的值,可知 gain(age) 最大, 则age作为根节点!!

stpe7: 开始对age这个特征节点提问!! 借此找出age节点的最优子节点、最优分支!!

Q: 新样本数据age字段的值 是youth、middle_age还是age_senior?

看到没,这三个绿色标注的表格里都不会包含age列..

然后这三个绿色表格中,第一排的那两个绿色表格需要求income、student、credit_rating特征的信息增益.

借此得到哪个特征作为当前的中间节点..

eg: gain(student) = H(age_youth) - H(student) 

     H(student) = 3/5H(student_no) + 2/5H(student_yes) = 0 + 0 = 0  （因为log n为底 1的对数 其值都为0）

第二排的那个绿色表格不需要, 因为其表格标签都是yes.. 停止生长!!

step8: 不难求得,第7步时,第一排的中间节点 分别是 student特征 和 credit_rating特征.

同理,student中间节点根据自身的类别划分为yes和no,得到新的两表格, 但对应的标签都是yes或no,停止生长.

同理,credit_rating中间节点根据自身的类别划分为fair和excellent,得到新的两表格,但对应的标签都是yes或no,停止生长.

再来看一个例子,这里只是用 信息增益求了 最优的根节点!!

缺点

1. ID3算法只能处理离散型特征,无法处理连续型特征

eg: 数据集里的样本年龄都不一样,那么就年龄而言有n条数据就是n个类别,年龄的信息熵算下来是0..

    (log2为底1的对数,即求2的多少次方等于1, 0次方!!)

    其信息增益就等于 划分前的信息熵 - 0.. 

    毋庸置疑,年龄特征在一众特征中的信息增益是最大的,ID3算法就会将其作为根节点. 

    在我们看来,年龄作为根节点是不合理的!

解决方案: 用信息增益比!! 年龄这个连续型特征 若只求它的信息增益 这个值是很大的 所以要除以IV.. 

2. ID3算法在选择划分特征时, 倾向于选择取值较多的特征, 可能会忽略取值较少但更具判别能力的特征

3. ID3算法对缺失值比较敏感且无法对其进行有效的处理.

   因为ID3算法在计算信息增益时需要考虑缺失值对分类结果的影响。

   然而, 缺失数据可能导致样本无法准确划分到某个分支, 从而影响了信息增益的计算, 增加了算法的不确定性和复杂性.

4. ID3算法只会解决了 决策树有关算法的第一个核心问题. 第二个核心问题并没有解决!!

   在决策树生成时没有进行剪枝操作, 可能会产生过拟合问题.

C4.5算法

ID3算法倾向于选择取值较多特征. 为了解决这个问题，C4.5算法引入了信息增益比作为特征选择的标准.

它可以更准确地评估特征的划分能力, 避免了对取值较多特征的过度偏好!!

数据集有4个数据, 属性集合A={ 天气，温度，湿度，风速}

类别标签有两个,类别集合L={进行，取消}

>> 根据‘天气’，‘温度’，‘湿度’，‘风速’ 四个属性判断活动是否进行(进行、取消)!

a. 计算类别的信息熵

b. 计算每个属性的信息熵

c. 计算信息增益

d. 计算属性分裂信息度量

e. 计算信息增益率

优点

能够处理离散型和连续型的属性类型

即可以处理取值较多的特征, 不会因为特征取值较多而对其有所偏好!

1.年龄这个连续型特征 若只求它的信息增益 这个值是很大的 所以要除以IV.. 

2.我们在使用了C4.5后 目的是不想让年龄成为根节点. 那么以这个结论倒推..

   收入和学历这些离散型特征变量的信息增益比一定要比年龄的大才行. 

   已知公式中的分子 收入和学历已经比年龄小了,要让比值变大,只能让分母也变小. 

    -- 也就是让 收入和学历的IV值小于年龄的IV值..

3.So 基于上述的分析. 结合年龄、学历、收入这些特征各自的取值元素的个数.. 

   可以推导出 当前特征取值元素越多 IV值越大.. （不严谨的推论）

 

具有剪枝功能(即停止生长,处理过拟合), 可以解决模型出现过拟合的问题 (记住即可,不必知道为什么)

对缺失值不敏感, 可以直接处理缺失值 (记住即可,不必知道为什么)

在数据集取值不平衡或特征划分能力较弱的情况下, 对特征选择进行了更准确的考量 

CART算法

不同之前的ID3和C4.5 [仅仅] 只能作用于 [分类任务] 

CART还可以应用于 [回归任务] 的学习当中, 并且具备剪枝功能.

基于如下的贷款申请数据集构建是否放贷的CART二叉树

首先计算各特征的基尼指数, 选择最优特征以及最优切分点.

为了公式的简洁, 分别以A1、A2、A3、A4表示年龄、是否有工作、是否买房、信贷表现.

子节点的计算没包含A3

上面的示例是用CART算法作分类.

若用CART算法作回归怎么做呢?(了解即可)

基于之前讲解的线性回归可知, 我们在使用模型进行预测时希望真实结果和预测结果越接近越好

这样说明预测误差小, 因此使用 “均方误差MSE” 来评估模型的预测效果!!

在CART构建的回归树中, 由于回归树的标签为连续型, 所以此时不能够使用基尼系数、信息熵这种的概率评估作为评估指标.

所以我们考虑使用均方误差作为特征划分的好坏, 将划分后的每个节点所有样本的均方误差之和之前没划分的节点的均方误差做差来代替基尼系数.

具体实现原理采用的是启发式搜索方法:

假设有n个特征, 每个特征有 S_i 个取值, 然后遍历所有特征, 尝试该特征所有取值.

对空间进行划分, 直到取到特征j的取值s, 使得损失函数最小, 这样就得到1个划分点.

然后再进行递归划分后续的节点即可!!

集成学习

是什么?

弱评估器: 单独使用某个模型,该模型在 某些数据集/某些方面 上表现的比较好

在 某些数据集/某些方面 上表现的比较差.. 这种不全面,有偏好的模型叫作 弱评估器!!

核心思想: "集思广益" 

集成学习它本身不是一个单独的机器学习算法

它是通过在数据上构建多个模型, 然后通过一定的 “结合策略” 集成所有模型综合的建模结果!

具体来说 > 在机器学习的众多算法中，我们的目标是学习出一个稳定的且在各个方面表现都较好的模型.

但实际情况往往不这么理想, 有时我们只能得到多个有偏好的模型/弱评估器.

(在某些方面表现的好，有些方面表现的不好).

而 集成学习 就是通过一定的 “结合策略” 组合 这里的 多个弱评估器 一起 得到 一个更好更全面的 强评估器模型.

★ 集成学习两个核心问题!

1. 弱评估器怎么选?

有两种选择! "同质" 和 "异质"

1> 第一种选择就是, 所有的弱评估器都是一个种类的, 或者说是“同质”的

     (eg: 所有弱评估器都是 svm、都是决策树...)

2> 第二种选择就是, 所有的弱评估器不全是一个种类的, 或者说是“异质”的

★★★ 在集成学习中通常90%的情况下会选用【非线性模型】作为弱评估器

其中最常用的就是决策树, 也可以是SVM等非线性模型

而通常几乎不会使用逻辑回归、岭回归等线性模型!!

(这是经验所得,不是绝对意义上的,你也可以使用线性模型充当弱评估器,但最终效果往往不理想.)

2. 集合策略如何定?

Q: 如何选择一种结合策略,将这些弱评估器集合成一个强学习器?

并行集成方法

其中参与训练的基础学习器并行生成.

并行方法的原理是利用基础学习器之间的 独立性. 通过平均或者投票的方式可以显著降低错误!

"模型独立 互相平行" 举个例子:

多个学渣一起做,每个人有放回的随机挑选一部分题目来做, 最后将所有人的结果进行汇总, 然后将票多者作为最后的结果.

> ★ 相关集成学习算法: Bagging > Bagging代表模型: 随机森林

序列集成方法

其中参与训练的基础学习器按照顺序生成.

序列方法的原理是利用基础学习器之间的 依赖关系.

通过对之前训练中错误标记的样本赋值较高的权重, 可以提高整体的预测效果.

"模型有序 逐渐提升" 举个例子:

先让学渣A做一遍, 然后再让学渣B做, 且让B重点关注A做错的那些题, 再让C做, 同样重点关注B做错的

依次循环, 直到所有的学渣都把题目做了一遍为止

> ★ 相关集成学习算法: Boosting > Boosting代表模型: Adaboost、GBDT、XGBoost和LightGBM

Bagging

过程如下:

> 抽取多组训练集: 每个样本集都是从原始样本集中随机且有放回的抽取n次,组成训练样本

  (在训练集中,有些样本可能被多次抽取到,而有些样本可能一次都没有被抽中)

  共进行m轮, 得到m个子训练集, 子训练集之间相互独立!

> 个体学习器: 每次使用一个训练集训练得到一个弱评估器模型, m个训练集共得到m个模型!

> 投票: 在分类分类问题中, 将上步得到的m个模型采用投票的方式得到分类结果;

   回归问题问题中, 计算上述模型的均值作为最后的结果!

bagging的本质:

对一个样本空间, 随机有放回的抽样出若干独立的训练样本, 以此来增加样本扰动.

多轮次抽样训练后形成多个估计, 然后平均多个估计, 达到降低一个估计的方差, 即 增强学习器的泛化特性!

Boosting

通过提高那些在前一轮被弱分类器分错样例的权值, 减小前一轮分对样例的权值

(使得弱分类器可以对分错样例更敏感) . 来使得分类器对误分的数据有较好的效果!!

也就是说算法刚开始训练时对每一个训练样本赋相等的权重, 然后用该算法对训练集训练t轮.

每次训练后, 对训练错误的训练样本赋以较大的 "权重", 也就是让学习算法在每次学习以后更注意学错的样本.

然后获取t轮返回的结果, 融合制定出终极结果!

★ Bagging与Boosting的区别

样本选择上

- Bagging: 训练集是在原始集中有放回选取的, 从原始集中选出的各轮训练集之间是独立的.

- Boosting: 每一轮的训练集不变, 只是训练集中每个样例在分类器中的权重发生变化. 而权值是根据上一轮的分类结果进行调整!

样例权重

- Bagging: 使用均匀取样, 每个样例的权重相等

- Boosting: 根据错误率不断调整样例的权值, 错误率越大则权重越大.

弱评估器生成方式

- Bagging: 各个弱评估器模型可以 [并行] 生成

- Boosting: 各个弱评估器模型只能 [顺序] 生成, 因为后一个模型需要前一轮模型的结果.

Bagging-随机森林

有监督学习算法、bagging的典型算法、以决策树作为弱评估器/基学习器 随机森林被誉为"代表集成学习技术水平的方法"!!

在前面我们了解了决策树的构建过程

这里我们探究下集成学习中的随机森林的构建过程！

step1: Bootstrapping > 选出包含m个样本的子集

我们将训练数据提供给随机森林的分类模型. 则该算法会首先 随机 选择一组数据.

这个过程称为 Bootstrapping. 假设它选择 m 个记录.

step2: 为子树选择k个特征

随机森林会在第一步 随机选择的m个记录/包含m个记录的子集 中,从所有特征中 随机 选择k个特征

step3: 子集根据k个特征进行子树的构建

子集基于这k个特征, 马上进行决策树的拆分. 并快速计算信息增益或者基尼指数作为度量值. 

基于度量值的大小选择最佳分支. 以此类推. 从而构建出一颗子树.

step4: 创建更多的子树

算法返回原始数据集并执行步骤 1-3 以创建一堆子树!

注: 原数据集中的一行可能被多次选中或者一次都没有选中, 因为使用的是有放回的随机抽样

step5: 树成林

一旦达到默认值 n棵树 (现在有n棵决策树). 模型就完成了训练的过程, 随机森林就构建成功了!

step6: 推理

现在有一组测试数据, 随机森林算法会将测试数据传递到每一颗子树中.

对于分类问题 - 按照多棵树分类器投票决定最终分类结果.

对于回归问题 - 按照多颗树预测值的均值决定最终预测结果.

Q: 森林是指"决策树", 那随机是指什么呢?/ 随机性体现在哪几个方面呢?
数据集的随机选择

待选特征的随机选取

其实这里的描述不够严谨! 结合模型的超参数补充说明此处提到的k个特征:

决策树和随机森林都有 max_feature参数.. 意思是一样的. 

> 都代表划分节点时所考虑的特征数量的最大值! 只是默认值不一样. 

  前者是None "数据集合的所有特征".

  后者是sqrt"数据集合的所有特征数开根号是多少,就随机取该集合中的多少个特征". 

> 结合前面决策树cart算法的示例, 具体来说.

  ◎ 决策树: t0根节点是对原始数据集所有特征算基尼系数.. 假如得到A特征为根节点特征.

      然后根据A特征的类别进行分裂得到了 数据集合D1 和 数据集合D2.

      t2节点因为达到了节点停止生长的条件..不用管. 来看t1节点.. 

      同样的,对D1数据集合中的所有特征算基尼系数系数.以此类推.

      !! ★ 注意: D1和D2 数据集合中 是不包含A这个特征的..!!

   ◎ 随机森林.. 众多子树的构建过程本质使用的就是决策树算法.. 

       除了默认参数值不一样,其余的跟决策树构建树过程一摸一样.

> 不同的. 节点对哪些特征算基尼系数 

   - 决策树是对 数据集合的所有特征 算基尼系数

   - 随机森林是 从数据集合的特征中 随机取 集合特征数开根号 这么多个特征.. 对其算基尼系数

> 意味着 随机森林将max_features的值设置为None 子树的构建过程就跟决策树的构建过程一摸一样..

优缺点

★优点

由于采用了集成算法, 本身精度比大多数单个算法要好, 所以 准确性高.

可解决分类问题,也可以解决回归问题. 因为决策树即可分类也可回归.

由于两个随机性的引入（样本随机，特征随机）. 使得随机森林 不容易陷入过拟合!

特征随机, 意味着每棵子树的学习侧重点不同, 也就减少了对训练集数据的依赖.. 解决了过拟合.

而且 在子树/决策树 的构建过程中.. 也不会用到选择到的所有特征.

由于两个随机性的引入（样本随机，特征随机）. 使得随机森林 具有一定的抗噪声能力. 对比其他算法具有一定优势.

噪声,即噪点、异常数据.. 子树越多,噪点影响越小!

它能够处理很高维度(feature特征很多)的数据, 并且 不用做特征选择.

对数据集的适应能力强 - 既能处理离散型数据, 也能处理连续型数据!

一般不做特征选择,当然你也可以作下特征选择,以此减少下子树构建的难度..

在训练过程中, 能够检测到feature间的互相影响, 且可以得出feature的重要性, 具有一定参考意义!

决策树模型的feature_importances_属性可以看到哪些特征比较重要.

基于决策树的随机森林算法也可以.. - 也就是说, 随机森林本身就可作为 特征选择 的一种技术..

缺点 当随机森林中的决策树个数很多时,训练时需要的空间和时间会比较大!!

Boosting-Adaboost

Boosting-GBDT

增量学习

当随机森林中的决策树个数很多时, 训练时需要的空间和时间会比较大.. 那么, 此时"增量学习"就应运而生了!

/ 数据集高达几百个G,无法一次性读取并训练,需要分批次读取训练..

增量学习是机器学习中非常常见的方法, 在有监督和无监督学习当中都普遍存在!

它允许算法不断接入新数据来 [拓展] [当前的已有的模型] - 即允许巨量数据被分成若干个子集, 分别输入模型进行训练!!

(普通学习) 使用两组数据集分别对模型进行训练, 查看训练后的结果:    

通常来说, 当一个模型经过一次训练之后, 如果再使用新数据对模型进行训练, 原始数据训练出的模型会被替代掉.

(增量学习) 对于随机森林这样的Bagging模型来说:   

意味着之前的数据训练出的树会被保留, 新数据会训练出新的树, 新旧树互不影响!!

> 依据: model.estimators_ 查看每棵子树在学习后, 子树的随机种子序号变没变!

> 增量学习 一般会进行 model.n_estimators += 2 的操作, 新增的子树与新参与训练的数据集进行绑定.

聚类算法

无监督学习 是指模型只需要使用特征矩阵X即可,不需要真实的标签y. 那么聚类算法就是无监督学习中的代表之一!

聚类算法其目的是将数据划分成有意义或有用的组(或簇).

eg: 在商业中, 如果我们手头有大量的当前和潜在客户的信息,我们可以使用聚类将客户划分为若干组, 以便进一步分析和开展营销活动

聚类的过程

给定一个数据集, 按照样本之间的距离大小, 通过不断地迭代将数据集划分为K个簇, 具体实现步骤如下:

step1: 没有规律的选取K个质心(初始聚类中心), 不一定要是数据集中的点;

step2: 针对数据集中的每个样本, 记录它到K个聚类中心的距离(欧氏距离), 将其划分到距离最小的聚类中心对应的cluster中.

简单来说, 就是将每个样本指派到最近的质心;

step3: 重新计算K个cluster对应的质心

(同一cluster中的样本点在二维坐标系上横坐标相加, 纵坐标相加, 都除以cluster中样本数), 这样就可以得到K个新的质心;

step4: 循环迭代step2和step3, 不断进行收敛, 直到质心位置不再改变

即每次新生成的簇都是一致的, 所有的样本点都不会再从一个簇转移到另一个簇, 质心就不会变化了.

PS: 可以用数学证明 - 在质心不断变化不断迭代的过程中, 整体平方和是越来越小的..当整体平方和最小的时候, 质心就不再发生变化了

Q: 聚类算法聚出的类有什么含义呢? 

A: 我们认为, 被分在同一个簇中的数据是有相似性的, 而不同簇中的数据是不同的. - ★自行探索簇内的相似性..

    当聚类完毕之后, 我们就要分别去研究每个簇中的样本都有什么样的性质, 从而根据业务需求制定不同的商业或者科技策略.

Q: 这些类有什么样的性质?

A: 聚类算法追求 "簇内差异小,簇外(簇与簇之间)差异大"

簇内差异的大小可有两种表示

簇内平方和: 一个簇中所有样本点到质心的距离的平方和为簇内平方和

整体平方和: 将一个数据集中的所有簇的簇内平方和相加

Q: K-means的损失函数是什么?

A: 它不存在损失函数!!

有许多博客和教材都这样写道:簇内平方和/整体平方和是KMeans的损失函数.

但损失函数的本质是什么? 

- 它用来衡量模型的拟合效果的(损失越小,模型的拟合效果越好), 只有有着求解参数需求的算法,才会有损失函数.

- Kmeans不求解什么参数, 它的模型本质也没有在拟合数据, 而是在对数据进行一种探索

- So, K-Means不存在 什么损失函数, 整体平方和更像是Kmeans的模型评估指标, 而非损失函数!!

衡量聚类算法的效果 - 轮廓系数!!

若使用整体平方和, 簇数增加, 其值必定是减少的, 数学可证明..

所以我们用轮廓系数判断分多少个簇更好!!

a指的是簇内差异(样本与其自身所在的簇中的其他样本的相似度a)

b指的是簇外差异(样本与其他簇中的样本的相似度b)

a = 样本与同一簇中所有其他点之间的平均距离

b = 样本与下一个最近的簇中的所有点之间的平均距离

- 根据聚类算法的追求"簇内差异小,簇外(簇与簇之间)差异大"

  b远大于a是最好的. 那么b-a近似于就等于b.. S=1

- 若a远大于b,那么S=-1 (这种情况不会出现!)

综上: S的取值范围是 (-1,1)

S值越靠近于1,证明簇外差异越大于簇内差异.即簇内效果越好. 反之S值越靠近-1,簇内效果越差!!

当S值等于0,证明a=b,则簇内簇外差异一样. 这两个簇就该为一个簇!!

在现实场景中. 几乎不会出现簇内差异极大极小,簇外差异极大极小的情况..

所以轮廓系数S 值为 0.4、0.5就是不错的效果了.. 0.8很少,0.9就几乎见不到了.

说到底 机器学习是工程科学.. 我只需抓两头 

一是基础概念的理解和算法背后的思想 确保知道

啥时候用它 二是编程实践  

中间的理论(涉及线代和偏导数)没必要深究... 


